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1 はじめに

日本に在留する外国人は令和元年 6月末時点で約 282

万人と過去最高となり、今後外国人労働者の受け入れ
が広がりさらに増加することが予想される。学習者作
文の自動誤り訂正システムは語学教師の負担軽減や学
習者の言語習得支援に活用することができるが、日本
語での文法誤り訂正の研究は統計的機械翻訳 (SMT)を
用いた手法が提案された 2013年以来ほとんど行われ
ていない。
本研究ではニューラル機械翻訳器にコピー機構を組

み込んだモデルを用いて日本語学習者作文の訂正を行
う。訓練データには学習者作文とその訂正文がペアに
なったコーパスを使用するが、その量は機械翻訳タス
クに用いられるコーパスと比べて非常に少なく、十分
な性能を引き出すことができない。そこで我々は大規
模で容易に入手可能な日本語コーパスから擬似的に誤
りを生成することで訓練データを拡張する。英語の文
法誤り訂正で提案されている擬似誤り生成手法に加え、
日本語特有の誤り傾向を考慮した擬似誤り生成手法を
提案し比較を行った。NAIST誤用コーパスでの性能評
価において、提案手法は先行研究である SMTを用い
た手法よりもM2 スコアが 5.71ポイント上回った。

2 関連研究

水本らは語学学習 SNS である Lang-8 から学習者
作文とその添削文を収集して構築した大規模な学習者
コーパスと、統計的機械翻訳 (SMT)を用いて日本語
学習者作文の誤り訂正を行った [1]。機械翻訳モデルを
用いた手法は大規模な学習者コーパスを必要とするた
め、Lang-8コーパスは重要な役割を持つ。しかし、こ
のコーパスを用いた日本語誤り訂正の研究はそれ以来
行われていない。
英語作文の文法誤り訂正では機械翻訳手法、特にニ

ューラル機械翻訳 (NMT)を用いた手法が主流となって
いる。Chollampattらは多層畳み込みニューラルネット
ワークを用いた手法を提案し、従来の SMTを用いた手
法を上回った [2]。Junczys-Dowmuntらは文法誤り訂
正に資源の限られた機械翻訳タスクでの技術を適用し、
またNMTの一つであるTransformer[3]を用いた手法

を提案した [4]。これ以降多くの研究でTransformerが
用いられるようになった。
NMTは大規模な訓練データを必要とするが、機械翻
訳タスクで使用されている対訳コーパスの量に比べ学
習者コーパスの量は少ない。学習者コーパス不足を補
うようにして、正しい文から擬似的に誤り文を生成し
て訓練データを拡張する手法が提案されるようになっ
た。Xieらは学習者コーパスの訂正文から誤り文を生成
するような逆翻訳モデルを訓練させ、そのモデルに正
しい文を入力することで誤りを含む文を生成した [5]。
Zhaoらは正しい文に対して置換・削除・挿入・入れ替
えの操作をランダムに行うといった、シンプルな擬似
誤り生成手法を提案し、Transformerにコピー機構 [6]

を組み込んだモデルを事前学習させることで高い性能
を示した [7]。Grundkiewiczらはより現実的な擬似誤
りを生成するために、confusion setと呼ばれる品詞が
同じであったりスペルが似ていたりして混同されやす
い単語の集合を定義し、置換する単語を confusion set

から選択するようにした [8]。我々はこれらの手法に加
え、日本語特有の誤り傾向を考慮した擬似誤り生成手
法を提案し、NMTの事前学習に用いる。

3 ニューラル機械翻訳モデル

本研究では、Zhaoらが提案したコピー機構を組み
込んだ Transformer(TransformerCopy)を用いて誤り
訂正を行う。Transformerはエンコーダとデコーダで
構成されている。エンコーダは複数ヘッドの自己注意
機構と位置毎の全結合層を含むブロックを L個スタッ
クした構造となっており、入力文から文脈を考慮した
潜在表現を生成する。デコーダはエンコーダのブロッ
クである自己注意機構と位置毎の全結合層に加え、エ
ンコーダの潜在表現に向けた注意機構を持つ。
コピー機構は入力系列からトークンをコピーする機
能を持つ。最終的な確率分布 Ptは式 (1)のように、生
成確率分布 P gen

t とコピー確率分布 P copy
t の組み合わ

せで表される。αcopy
t ∈ [0, 1]は生成とコピーのバラン

スを制御する役割を持つ。

pt(w) = (1− αcopy
t ) ∗ pgent (w) + αcopy

t ∗ pcopyt (w) (1)

コピー確率分布はデコーダの潜在表現 htrg とエン
コーダの潜在表現 Hsrc の間の注意の計算と同様に計
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表 1: 擬似誤り文
Original 少年スコットの夢は、イギリス海軍の提督司令官だった。

BackTrans ほとんど、少年スコットの夢はイギリス海軍の提督司葬官だった。

DirectNoise 少スコのは、のギリ海の軍督提司令官だっ。

DirectNoise(ja) 少年スコットで夢なんて、イギリス海軍の提督司令官だった。

Original その犠牲は余りにも大きい。

BackTrans じゃあ、その遂籠は余りにも大きい。

DirectNoise 、の牲はに要も大。い

DirectNoise(ja) その犠牲は余にも大きい

算される。

qt,K, V = htrgWT
q ,HsrcWT

k ,HsrcWT
v (2)

At = qTt K (3)

P copy
t (w) = softmax(At) (4)

qt, K, V は注意の計算に必要な query, key, value

のことである。コピー機構の潜在表現をバランス変数
αcopy
t として用いる。

αcopy
t = sigmoid(WT

∑
(AT

t · V )) (5)

4 擬似誤り生成手法

本研究ではBackTrans、DirectNoise、DirectNoise(ja)

の 3つの手法で擬似誤り文を生成し、モデルの事前学
習に用いた。表 1は生成された擬似誤り文の例である。

4.1 BackTrans

BackTransはXieらの提案手法で、学習者コーパス
の添削文から誤り文を生成するように学習された逆翻
訳モデルに正しい文を入力し、擬似誤り文を獲得する
方法である。多様な出力を得るために、ビームサーチ
時の各候補のスコアに rβrandomのノイズを加える。r

は [0, 1]のランダム値で、βrandom は 6に設定した。

4.2 DirectNoise

DirectNoiseは正しい文に対して直接ノイズを加え
る手法であり、本研究では Zhaoらの手法を用いる。入
力文の各トークンに対して以下の 4つの操作を行う。� �
置換 10%の確率でコーパスからランダムに選択

した単語で置換する。

削除 10%の確率で削除する。

挿入 10%の確率で後ろにコーパスからランダム
に選択した単語を挿入する。

入れ替え そのトークンの位置に標準偏差 0.5の正
規分布の確率値を加えたスコアを割り振る。
最終的にトークンのスコアで語順をソート
することで語順入れ替えを行う。� �

4.3 DirectNoise(ja)

DirectNoiseの操作は現実的ではないノイズを発生
させてしまう。そこで以下の 3つの日本語特有の誤り
傾向を DirectNoiseの操作に取り入れる。

• 助詞の誤りが頻出する。
• 送り仮名の不足が生じる。
• 文節内の語順誤りはあるが、文節の順番の違い
は多くの場合に文法誤りにならない。� �

置換 助詞は 10%、助詞以外は 5%の確率で置換す
る。置換する単語は 70%の確率で助詞セッ
トから、30%の確率でコーパスからランダ
ムに選択する。

削除 助詞は 10%、助詞以外は 5%の確率で削除す
る。また、送り仮名がある単語は 50%の確
率で送り仮名の 1文字目を削除する。

挿入 5%の確率で後ろに単語を挿入する。挿入す
る単語は 70%の確率で助詞セットから、30%
の確率でコーパスからランダムに選択する。

入れ替え DirectNoiseの入れ替え操作を文節ごと
に行う。文節の入れ替えは行わない。� �

5 日本語学習者作文の誤り訂正実験

5.1 実験データ

訓練データには学習者コーパス Lang-8から日本語
の作文を抽出し、さらに日本語と記号以外の文字 (アル
ファベットなど)を含む文を除外した 1,627,963文対を
使用し、うち 5,000文を開発データに使用した。擬似
誤り生成の元となる日本語コーパスとして現代日本語
書き言葉均衡コーパス (BCCWJ)の 5,883,005文を使
用した。評価データにはNAIST誤用コーパス [9]を使
用した。これは国立国語研究所による収集された「日
本語学習者による日本語作文と、その母語訳との対訳
データベース (作文対訳 DB)」に誤用タグを付与した
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表 2: NAIST誤用コーパスでの誤り訂正結果
モデル Precision(%) Recall(%) F0.5(%) GLEU(%)

Transformer 38.7 5.97 18.5 48.1

TransformerCopy 40.3 6.80 20.3 50.0

TransformerCopy+BackTrans 35.4 11.0 24.5 51.6

TransformerCopy+DirectNoise 34.2 12.2 25.1 51.5

TransformerCopy+DirectNoise(ja) 36.2 12.2 26.0 51.9

水本ら (SMT)[1] 23.6 13.0 20.3 -

ものである。このコーパスから 6,672 文を取り出し、
誤用文と添削文に分けて使用した。

5.2 実験設定

日本語は英語とは異なり単語で区切られておらず、
何らかの文を単位で分割する必要がある。日本語学習
者の作文では漢字を避けて平仮名を多用する傾向があ
るため、従来の形態素解析器で単語分割を行っても正
しく分割されない。そこで入力文を文字単位に分割す
ることでこの問題に対応する。Lang-8の文字種数であ
る 6,288をモデルの語彙サイズとした。
本研究で用いる TransformerCopyのパラメータは、

エンコーダ及びデコーダは 6層、ヘッド数は 8、潜在
表現は 512 次元、フィルタサイズは 4096、ドロップ
アウトは 0.2、推論時のビームサイズは 12 に設定し
た。最適化手法には Nesterovs Accelerated Gradient

を用い、学習率は最大値が 0.004から 0.001に減衰す
るCyclical Learning Rate[10]に設定した。また、変更
されるべき単語の損失を加重する edit-weighted MLE

objective[4]を用いた。事前学習時は Λ = 3に、学習
者コーパス学習時は Λ = 1.2に設定した。BackTrans

のモデルにはTransformerCopyと同じパラメータに設
定した Transformerを使用した。

5.3 評価尺度

評価尺度にはMaxMatch(M2)[11]及びGLEU[12]を
用いた。M2 スコアは文字単位で適合率 (Precision)、
再現率 (Recall)を計算し、Precisionを重視した F0.5

で評価する。GLEUスコアは出力文を単語単位に分割
し直し、出力文と正解文の単語 4-gram一致率から計算
する。単語分割にはMeCabと UniDic辞書を用いた。

5.4 実験結果

表 2に誤り訂正実験の結果を示す。Transformerに
コピー機構を組み込むことで F0.5が 1.8ポイント向上
した。さらに擬似誤り生成により得たデータでモデル
を事前学習し、そのパラメータを初期値として学習者
コーパスを訓練することで、BackTrans手法では F0.5

が 4.2ポイント、DirectNoise手法では 4.8ポイント向

上した。提案手法である DirectNoise(ja) 手法では元
の手法である DirectNoiseより Precisionが 2ポイン
ト向上し、事前学習なしより F0.5が 5.7ポイント向上
した。GLEUスコアも最も高くなっている。また提案
手法は先行研究と比べ、Recallが 0.8ポイント低いが
Precisionは 12.6ポイント高く、F0.5 は 5.7ポイント
上回った。

6 考察

6.1 擬似誤りコーパスによる事前学習

事前学習しないモデルはPrecisionが高い一方でRe-

callが低い。M2 スコアの計算ログからモデルの編集
回数を集計すると、Transformerは 2,919回だったの
に対しTransformerCopy+DirectNoise(ja)は 5,813回
と、約 2倍も編集を行っていた。つまり事前学習なし
のモデルは訂正に消極的であり、自信のある訂正のみ
行っている。それに対し擬似誤りコーパスによる事前
学習を行うことで Recallが高まる。NAIST誤用コー
パスの 1文当たりの誤りタグ数の平均は 2.75であり、
学習者コーパスではほとんどがコピーである一方、擬
似誤り生成ではそれより多くの操作が行われるため、
訂正することをより学習しているモデルであると考え
られる。

6.2 擬似誤り文の比較

表 1に生成した擬似誤り文の例を挙げた。BackTrans
の擬似誤り文は原文から言い換えや付け足しが行われ
た流暢な文になっており、文法誤りの割合は少ない。一
方 DirectNoiseは文字単位でランダムに操作が行われ
るため非常に非文法的な文が生成される。提案手法で
あるDirectNoise(ja)は、原文の文法を保持しつつも部
分的な誤りが含まれており、BackTransとDirectNoise

の間に位置すると言える。

6.3 出力例

表 3に提案手法での出力例を示す。赤文字が誤り箇
所、青文字が訂正箇所を表している。提案手法は日本
語学習者作文に頻出する助詞誤りに対して正しく訂正
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表 3: 出力例
Input だから、たばこの吸う人がたくさんいる。

Output だから、たばこを吸う人がたくさんいる。

Reference だから、たばこを吸う人がたくさんいる。

Input 人間の健康ようにたばこを吸わなくてください。

Output 人間の健康のためにたばこを吸わないでください。

Reference 人間の健康のためにたばこを吸わないでください。

Input 個人の権利はもし他人の権利を悪く影響したら、禁止られるべきです。

Output 個人の権利はもし他人の権利に悪く影響したら、禁止されるべきです。

Reference 個人の権利はもし他人の権利に悪く影響したら、禁止されるべきです。

Input でも、人はその一人ばかりこの地球ですむのはない、

Output でも、人はその一人だけこの地球に住むことはない、

Reference でも、人は一人だけでこの地球にすんでいるのではありません。

することができている。4つ目の例は正しい出力がで
きなかった例である。入力文と比べたら文法的な文に
訂正されているものの、添削文のように多くの編集を
行うことまではできていない。一部の誤りを訂正する
場合と文の大部分を訂正する場合の識別が必要である
と考える。

7 まとめ

本研究ではニューラル機械翻訳器にコピー機構を組
み込んだモデルを用いて日本語学習者作文の文法誤り
訂正を行い、また擬似誤り生成による訓練データ拡張
により性能が向上することを確認した。日本語特有の
誤り傾向を考慮した擬似誤り生成手法での性能が最も
高く、先行研究よりも高い性能を示した。どのような
擬似誤りが性能に寄与するのか、更に詳しい分析・検
証が必要である。
NAIST誤用コーパスでの評価においてまだまだ性

能が低い。誤り訂正において誤り箇所以外は変更を加
える必要はないが、生成モデルの性質上、誤り箇所以
外で原文とは異なるフレーズを出力してしまう。日本
語は活用の多い動詞が文末に現れる特徴があるが、特
に文末の余計な言い換えによって不正解となるケース
が多かった。本研究ではコピー機構を用いて不要な言
い換えを抑制しようと試みたが、さらに強い制約が必
要であると考える。
最後に、本研究で用いた誤り訂正モデルをウェブで

試すことができるように、日本語文法誤りチェッカー
を公開した。http://www.jnlp.org/SNOW/S24
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